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Einleitung

Viele Fragen der Wissenschaft, Technik oder Wirtschaft fiihren zu folgendem
globalen Optimierungsproblem (GOP): Gesucht wird ein Paar (i,z) € S x R",
fiir das eine gegebene Zielfunktion

f:SxR"—R

ihr globales Minimum annimmt. Dabei bezeichnet S eine endliche Menge und R"
den n-dimensionalen euklidischen Vektorraum. Es liegt also ein globales Optimie-
rungsproblem mit diskreten und kontinuierlichen Variablen vor. In der mathe-
matischen Optimierung werden bisher hauptsichlich die folgenden beiden Teil-
probleme von (GOP) behandelt:

1. In der diskreten Optimierung wird zu einer gegebenen Zielfunktion hy : S —
R ein @ € S gesucht, fiir das h; ein Minimum annimmt. Da S endlich ist,
kann dieses Problem theoretisch durch den Vergleich aller Funktionswerte
gelost werden. In praktischen Fillen ist die Anzahl der Elemente von S
aber immer so grofs, dass ein deterministisches Verfahren sehr viel Zeit
benotigt. Darum werden stochastische Verfahren eingefiihrt, bei denen der
Zufall helfen soll, schneller das gesuchte Minimum zu finden.

2. In der kontinuierlichen Optimierung wird zu einer im allgemeinen nichtli-
nearen Zielfunktion hy : R" — R ein x € R" gesucht, fiir das hy ein globales
Minimum annimmt. Von einem gegebenen Startpunkt aus wird in der nicht-
linearen Optimierung iterativ ein Minimierer von hy approximiert. Hierzu
werden in jeder Iteration eine Suchrichtung und eine Schrittweite gewéhlt.
Oft wird hy, mindestens als stetig differenzierbar vorausgesetzt. Dann wird
durch den Gradienten von hs die Richtung des lokal steilsten Abstiegs be-
stimmt. Werden jedoch nur Abstiegsrichtungen, das heiftt Richtungen, in
denen der Zielfunktionswert abnimmt, zugelassen, so werden abhéngig vom
Startpunkt im Allgemeinen nur lokale Minima berechnet. Um ein globales
Minimum zu finden, ist folgendes Verfahren mdoglich: Die Verfolgung der
Kurve des steilsten Abstiegs, die durch den Gradienten beschrieben wird,
wird kombiniert mit einer zufélligen Suche unter Verwendung einer Brown-
schen Bewegung.
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Um (GOP) zu lésen, miissen diese beiden Teilprobleme gelost werden. Es fiihrt
jedoch oft nicht zur Losung des Gesamtproblems, die Teilprobleme separat nach-
einander zu behandeln. In dieser Arbeit wird ein Verfahren entwickelt, das beide
Teilprobleme simultan 16st, indem abwechselnd ein diskreter und ein kontinuier-
licher Optimierungsschritt ausgefiihrt wird.

Als diskretes Optimierungsverfahren wird der Metropolis-Algorithmus gewihlt.
Der Metropolis-Algorithmus ist ein stochastisches Verfahren der diskreten Opti-
mierung, das nach gewissen festgelegten Regeln Punkte des Losungsraums gene-
riert und akzeptiert, falls sich der Zielfunktionswert verbessert. Verschlechtert
sich der Zielfunktionswert, so wird der generierte Punkt mit einer gewissen po-
sitiven Wahrscheinlichkeit, nicht aber sicher akzeptiert. Dabei werden geringe
Verschlechterungen wahrscheinlicher akzeptiert als grofere.

Als kontinuierliches Optimierungsverfahren wird ein Verfahren von Schiffler ge-
wahlt, das die Idee des Metropolis-Algorithmus verbindet mit lokaler Minimie-
rung entlang der Kurve des steilsten Abstiegs. Es wird dabei ausgenutzt, dass
der euklidische Vektorraum eine Topologie besitzt und dass in der nichtlinearen
Optimierung effiziente Verfahren zur lokalen Minimierung existieren. Die zufil-
lige Suche neuer Punkte wird durch eine Brownsche Bewegung realisiert. Ein
Kontrollparameter gewichtet die Zufallssuche und die lokale Minimierung.

Um das Verfahren von Schéiffler anwenden zu kénnen, wird vorausgesetzt, dass
die Zielfunktion f zweimal stetig partiell nach z differenzierbar ist. Dariiberhin-
aus wird eine Wachstumsbedingung fiir f "im Unendlichen” vorausgesetzt, um
die Existenz eines globalen Minimums zu garantieren. Beide Voraussetzungen
miissen durch die Modellierung von (GOP) gewihrleistet werden, stellen jedoch
keine starken Einschrinkungen dar.

Der in dieser Arbeit entwickelte Algorithmus zur Losung von (GOP) fiihrt ab-
wechselnd je einen Schritt des Metropolis-Algorithmus sowie einen Schritt des
Verfahrens von Schéffler aus. Wir stellen den Algorithmus dar und zeigen wich-
tige theoretische Eigenschaften. Insbesondere findet der Algorithmus fast sicher
eine geeignete Approximation des gesuchten Minimums der Zielfunktion f. Dar-
iberhinaus werden einige einfache numerische Testergebnisse vorgestellt die bele-
gen, dass der Algorithmus mit entsprechend gewihlten Kontrollparametern gute
Resultate berechnet. Zum Abschluf der Arbeit verallgemeinern wir (GOP) noch
auf vektorwertige Zielfunktionen und wenden den Algorithmus auf dieses neue
Problem an.

Das erste Kapitel stellt einige Grundlagen der Theorie stochastischer Prozesse
bereit, die im Rahmen dieser Arbeit insbesondere fiir die kontinuierliche globale
Optimierung bendtigt werden. Im zweiten Kapitel wird diskrete stochastische
Optimierung mit dem Metropolis-Algorithmus beschrieben. Das dritte Kapitel
beschiftigt sich mit kontinuierlicher globaler Optimierung unter Verwendung des
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Schafller-Verfahrens.

Aufbauend auf der bis dahin dargestellten Theorie wird im vierten Kapitel un-
ser Algorithmus zur globalen Optimierung mit diskreten und kontinuierlichen
Variablen formuliert. Anschliefiend werden seine theoretischen Eigenschaften un-
tersucht. Das fiinfte Kapitel enthélt numerische Ergebnisse. Im sechsten Kapitel
werden die Ergebnisse der Arbeit noch einmal zusammengefasst.



Kapitel 1

Vorbemerkungen zur Theorie
stochastischer Prozesse

Wir fassen in diesem Kapitel die im weiteren Verlauf der Arbeit bendtigte Theorie
stochastischer Prozesse zusammen. Die Darstellung ist [2] entnommen.

1.1 Stochastische Prozesse

Definition 1.1.1 Sei (X;); eine Familie von Zufallsvariablen auf einem Wahr-
scheinlichkeitsraum (£2,.4, P) mit Werten in einem gemeinsamen Messraum
(B, A"). Dann heilt (X;)ie; oder auch (2, A, P, (X;)ics) ein stochastischer
Prozess. Man nennt F den Zustandsraum des stochastischen Prozesses und
I # () die Indexmenge. Fiir jedes w € € heifkt die Abbildung

X,: 1 — E, t— Xi(w)
ein Pfad des stochastischen Prozesses.

Sei I # () eine beliebige Indexmenge. Mit H(I) bezeichnen wir die Menge aller
endlichen nichtleeren Teilmengen von I. Fiir J € H(I) bezeichne E” die Menge
aller Abbildungen von J in E. Sei J € H([). Wir betrachten die Produktabbil-
dung
X;:Q—-E,  X;=Q)X.
ted
Die gemeinsame Verteilung der Familie (X):e ist die Verteilung X ;(P) von X,
namlich
PJ = XJ(P)
Die Familie (Py) jex(r) heiit die Familie der endlichdimensionalen Verteilun-
gen des stochastischen Prozesses (X;)e;s-

10
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Definition 1.1.2 Ein topologischer Raum E heifst polnisch, wenn es eine seine
Topologie definierende, vollstdndige Metrik gibt und wenn diese Topologie eine
abzahlbare Basis besitzt.

Die Existenz einer abzidhlbaren Basis bedeutet die Existenz abzdhlbar vieler offe-
ner Mengen derart, dass jede offene Menge die Vereinigung gewisser dieser Men-
gen ist. Fiir metrisierbare Rdume F ist hierzu die Existenz einer in F dichten,
abzahlbaren Teilmenge dquivalent.

Seien F ein polnischer Raum und I eine beliebige nichtleere Menge. Seien J, H €
H(I) mit J C H. Mit
pIJ{ g D

wird die stetige und somit B(E)? — B(E)’-messbare Projektionsabbildung be-
zeichnet. Dabei bezeichnet B(E)’ := B fiir J € H(I) die Borelsche o-Algebra
iiber E7. pf ordnet jedem Element von E*| also jeder Abbildung von H in E,
deren Restriktion auf J zu.

Auf (BT, B") sei eine Familie (P)) ey von Wahrscheinlichkeitsmaken gegeben,
die die Bedingung P; = p% (Py) fiir alle J, H € H(I) mit J C H erfiillt, wobei
p (Pg) das BildmaR von Py bei der Abbildung p% bezeichnet. Dann gibt es ein
eindeutiges Wahrscheinlichkeitsmaf P auf (E!, B') mit

Py = ph(P;) fiir alle J € H([)

Wir betrachten den Wahrscheinlichkeitsraum (E?, B!, P;). Fiir jedes t € I wird
durch

Xi(w) = pft}(w) = w(t)

eine Zufallsvariable mit Werten in E definiert. Folglich ist (X¢):cr ein stochasti-
scher Prozess mit Zustandsraum E und Parametermenge I. Die Familie seiner
endlichdimensionalen Verteilungen ist (Py)jenn. (E', B, Pr,(Xi)ier) heift zu
(Py) sen(ry gehorender kanonischer Prozess.

Zwei stochastische Prozesse (X;);c; und (X;)se; mit gleichem Zustandsraum und
gleicher Parametermenge heiken &quivalent, wenn sie zur selben Familie end-
lichdimensionaler Verteilungen fiihren.

1.2 Brownsche Bewegung

Definition 1.2.1 Ein stochastischer Prozess (B;);>o auf einem Wahrscheinlich-
keitsraum (€2, A, P) mit Zustandsraum R™ heift eine n-dimensionale Brown-
sche Bewegung, falls die folgenden Bedingungen erfiillt sind:
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1. Der Prozess besitzt unabhingige Zuwichse, das heifst fiir je endlich viele
Zeitpunkte 0 =ty < t; < ... < t,,, mit m € N sind die Zufallsvariablen

By, B, — By, ..., By, — By, _,
stochastisch unabhéingig.

2. Der Prozess besitzt stationdre Zuwéachse. Fiir alle s,£ > 0 mit s < ¢ ist die
Zufallsvariable B, — B nach N (0, (t—s)I) normalverteilt. Dabei bezeichnet
I die n-dimensionale Einheitsmatrix.

3. Fast alle Pfade ¢t — B;(w) sind stetig
4. By(w) = 0 P-fast sicher

R"™ ist mit der durch die euklidische Metrik induzierten Topologie ein polnischer
Raum. Somit ist auch C'(R,, R™) ein polnischer Raum. Ein Beweis dieser Aussage
findet sich in [1]. Wir setzen

Q" :=C(Ry,R") = {v:[0,00) — R"; v stetig}.
Mit B(2") bezeichnen wir die Borelsche o-Algebra iiber Q".

Satz 1.2.2 Flir jede Dimension n > 1 existieren n-dimensionale Brownsche
Bewegungen. Jede n-dimensionale Brownsche Bewegqung ist zu einem 2"-
kanonischen Prozess dquivalent. Sie lGfit sich also durch ein geeignetes Wahr-
scheinlichkeitsmafl W™ auf der Borelschen o-Algebra B(Q™) realisieren. Das
Wahrscheinlichkeitsmafs W™ heifst n-dimensionales Wiener-Mafs.

BEWEIS : [2], Satz 40.3 auf S. 349.

In der Aquivalenzklasse einer jeden Brownschen Bewegung gibt es also einen
Représentanten mit ausschlieflich stetigen Pfaden der Form

(an B(Qn)7 Wn: (Bt)tZ(])»

wobei By (w) = w(t) fiir alle w € Q™ und alle ¢t > 0 gilt. Im Rahmen dieser Arbeit
wird stets dieser Reprédsentant als Brownsche Bewegung bezeichnet.

1.3 Trefferzeiten

Die folgende Definition einer Stoppzeit bezieht sich nur auf die in dieser Arbeit
benoétigte Situation.

Definition 1.3.1 Sei (2", B(Q2"), W") der in Abschnitt 1.2 definierte Wahrschein-

lichkeitsraum. Eine B(Q") — B(R)-mekbare Funktion 7" : Q" — [0, oo] heift
Stoppzeit.



VORBEMERKUNGEN 13

Sei (™, B(2"), W™, (X¢)t>0) ein stochastischer Prozess mit ausschlieflich stetigen
Pfaden. Der Zustandsraum von (X;):>o sei R". Fiir A € B(R") definieren wir
die Trefferzeit von A durch

_ { inf{t > 0|X;(w) € A}, falls {t > 0|X;(w) € A} # 0,

Ty : 2" — [0, 0], 00 sonst.

Die Trefferzeit gibt die kiirzeste Zeit an, nach der der Pfad X, von (X}):>o die
Borelmenge A erreicht.

Satz 1.3.2 Sei (", B(2"), W™, (X4)i>0) ein stochastischer Prozess mit ausschliefs-
lich stetigen Pfaden und Zustandsraum R™. Dann ist fiir jede abgeschlossene
Menge A € B(R™) die Trefferzeit T4 eine Stoppzeit.

BEWEIS : [2], Satz 49.5 auf S. 447.



Kapitel 2

Diskrete stochastische Optimierung
mit dem Metropolis-Algorithmus

In diesem Kapitel betrachten wir den diskreten Teil unseres Optimierungspro-
blems (GOP) mit diskreten und kontinuierlichen Variablen, den wir als diskre-
tes globales Optimierungsproblem (DGOP) bezeichnen. (DGOP) soll mit dem
Metropolis-Algorithmus gelost werden. In Abschnitt 2.2 stellen wir Grundlagen
der Theorie endlicher Markov-Ketten zusammen. Diese werden in Abschnitt 2.3
benotigt, um den Metropolis-Algorithmus mathematisch zu modellieren und zu
analysieren.

2.1 Das diskrete globale Optimierungsproblem
(DGOP)

Sei S eine endliche Menge. Zu einer gegebenen Zielfunktion hy : S — R be-
trachten wir das folgende Optimierungsproblem: Gesucht wird ein ¢* € S mit
hy(i*) < hy(0) fiir alle ¢ € S. Abkiirzend schreiben wir hierfiir

min hy (). (DGOP)

2.2 Markov-Ketten

Die Darstellung der Theorie endlicher Markov-Ketten in diesem Abschnitt orien-
tiert sich an [3].

Definition 2.2.1 Sei S eine endliche Menge. Sei (X,,)nen, €in stochastischer
Prozess auf einem Wahrscheinlichkeitsraum (£2,.4, P) mit Zustandsraum S

14
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und p = (pir)ikes eine |S| x |S|-Matrix mit nichtnegativen Eintrégen, fiir die
gilt:

Zp““ =1 firalle:zeb.

kes
Dann heifst (X,)nen, eine zeithomogene Markov-Kette, falls

P(X,1 =kl Xo=10,..., X, =1,) = P(Xpy1 = k| X, = 1)
fiir jedes n € Ny und jede Folge i, . .., 7, in S mit P(Xy = ig,..., X, =i,) >0
gilt. Gilt
P(X,1 =kl X, =1i)=py firallei ke,

so heift p die Matrix der Ubergangswahrscheinlichkeiten von (X,,)nen,.
Die Startwahrscheinlichkeiten von (X,,),en, werden definiert als

a(i) := P(Xo =1)
mit a(i) > 0und ), ga(k) = 1.

Unter den Elementen von S kann man sich die moglichen Zusténde eines Systems
vorstellen. X, repréasentiert dabei den Zustand zum Zeitpunkt n. Die Folge
Xo, X1, Xo, ... beschreibt also die Geschichte des Systems, dass sich geméf den
Ubergangswahrscheinlichkeiten entwickelt. Die bedingte Verteilung des nichsten
Zustands X, unter der Bedingung des gegenwirtigen Zustands X, darf nicht
weiter von der Vergangenheit X, ..., X,,_; abhéingen.

Satz 2.2.2 Sei S eine endliche Menge. Zu jedem Paar (i,k) € S X S gebe es
eine Zahl p;, > 0 und es gelte

Zpik =1 firallei€S.
keS

Sei o eine Wahrscheinlichkeitsverteilung auf S. Dann gibt es einen Wahr-
scheinlichkeitsraum (Q, A, P) und einen stochastischen Prozess (X,)nen, ouf
(Q, A, P), so dass (X, )nen, €ine Markov-Kette mit Zustandsraum S mit Start-

wahrscheinlichkeiten o(i) firi € S und Ubergangswahrscheinlichkeiten py, fir
(i,k) € S xS ist.

BEWEIS : [3], Theorem 8.1 auf S. 115.

Wir definieren die h8heren Ubergangswahrscheinlichkeiten einer homoge-
nen Markov-Kette (X,,),en, mit Zustandsraum S folgendermafen: Sei m € N.

P = P(Xppan = k| X, =4) fiirallei k€S, neNy
ist die Wahrscheinlichkeit, £ von ¢ aus in m Schritten zu erreichen. Es gilt

p§,T+") = Z pglm)pl(;:) fiir alle m,n € N.
les
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Somit ergeben sich fiir m € N die m-Schritt Ubergangswahrscheinlichkeiten als
m-te Potenz der Matrix der Ubergangswahrscheinlichkeiten p.

Wir fiithren einige Bezeichnungen ein. Fiir ¢,k € S und n € N sei
g = P(Xy Ak, Xy £k, X = k| X = 1)

die Wahrscheinlichkeit, von ¢ € S aus in genau n Schritten k € S zu erreichen.

Weiter sei -
g =Y _ g%
n=1

die Wahrscheinlichkeit, k& jemals von ¢ aus zu erreichen.

Definition 2.2.3 Die endliche Menge S sei der Zustandsraum einer Markov-
Kette. Ein Zustand ¢ € S heifit transient, falls g;; < 1 gilt.

Ein Zustand ¢ € S heifst rekurrent, falls g; = 1 gilt.

Bemerkung 2.2.4 Es gilt:

. N 0 falls e < 1,
P(X, =k uo.|Xy=1)= { g falls g — 1.
Dabei ist u.o. eine Abkiirzung fiir "unendlich oft”. Speziell fiir k£ = 7 ergibt sich

also
0 falls g <1,

P(X, =i wu.0.|Xy=1) = { 1 falls g =1

das heifst fiir einen rekurrenten Zustand ¢ ist die Wahrscheinlichkeit, unendlich
oft zuriickzukehren, eins, wahrend sie fiir einen transienten Zustand null ist.

Definition 2.2.5 Sei (X,,)nen eine Markov-Kette mit endlichem Zustandsraum
S und Ubergangsmatrix p. (X, )nen, heift irreduzibel, wenn folgendes gilt:
Es gibt zu jedem Paar (i, k) € S x S ein n € N mit pg,?) > 0, das heifst fiir alle
(i,k) € S x S gilt g > 0.

Die folgende Definition fithren wir ein, um einige technische Schwierigkeiten zu
vermeiden.

Definition 2.2.6 Sei (X,,),en eine Markov-Kette mit endlichem Zustandsraum
S und Ubergangsmatrix p. Die Periode d eines Punktes i € S ist definiert als
grofter gemeinsamer Teiler der Menge {m > l\pl(»;") > 0}. Gilt fiir ¢ € 9, dass
d =1 ist, so heif’t + aperiodisch.

Gilt p; > 0 so ist wegen 1 € {m > 1|p§§”) > 0} der Punkt i offensichtlich
aperiodisch.
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Definition 2.2.7 Seien (X, ),en, eine Markov-Kette mit Zustandsraum S und
p die Matrix ihrer Ubergangswahrscheinlichkeiten. Eine Wahrscheinlichkeits-
verteilung 7 auf S heifit stationéire Verteilung von (X,,)nen,, falls

Zﬂ'(i)pik =m(k) firallekeS
€S
gilt.
Satz 2.2.8 Sei (X, )nen, eine irreduzible, aperiodische Markov-Kette mit Zu-

standsraum S, Ubergangsmatriz p und stationdrer Verteilung m. Dann ist
(Xn)nen, rekurrent, das heifit jedes i € S ist rekurrent. Weiter gelten

lim p\ = n(k) fir alle ik € S

und (i) > 0 fir alle i € S. Die stationdre Verteilung  ist eindeutig.

BEWEIS : [3|, Theorem 8.6 auf S. 125.

gi; beschreibt die Verteilung der Wiederkehrzeiten des Zustandes ¢ € S. Ist ¢
rekurrent, das heiftt gilt g; = 1, so sind wir an der mittleren Wiederkehrzeit
interessiert. Wir betrachten den Erwartungswert

o0
i = anfzn)
n=1

Satz 2.2.9 Seii ein rekurrenter Zustand einer Markov-Kette mit endlichem Zu-
standsraum und Ubergangsmatriz p. Es gelte lim,,_, p@(?) =u. Dann ist u > 0
genau dann, wenn fi; < oo gilt. In diesem Fall ist u = /%

(3

BEWEIS : [3|, Lemma 3 auf S. 129.

Lemma 2.2.10 Sei (X, )nen, eine Markov-Kette mit Zustandsraum S und Uber-
gangsmatriz p. Gilt fir eine Wahrscheinlichkeitsverteilung m auf S

w()pix = w(k)pe;  fir alle i,k € S,
so ist w eine stationdre Verteilung von (X, )nen,-

BEWEIS Summation iiber alle 7 € S liefert

> w(pa =D w(k)pri = (k) > pri = m(k).

€S i€S €S
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2.3 Der Metropolis-Algorithmus

Die Idee des Metropolis-Algorithmus geht zuriick auf Metropolis, Rosenbluth,
Rosenbluth, Teller und Teller, siehe [9]. Eine Beschreibung des Algorithmus findet
sich in [7].

Der Metropolis-Algorithmus ist ein stochastisches Optimierungsverfahren zur Lo-
sung des Minimierungsproblems

Iiréié’l hy (7). (DGOP)
Dabei bezeichnet S eine endliche Menge und h; : S — R eine gegebene Ziel-
funktion. Ausgehend von einem beliebigen Startpunkt iy € S wird iterativ eine
Folge von Punkten (i,),ey erzeugt. Ein von i; aus generierter Punkt ¢;,, wird
akzeptiert, falls hl(ij+1) < hl(ZJ) gllt Gilt hl(ij+1) > hl(ij), so wird ij+1 mit
einer Wahrscheinlichkeit grofer als null aber kleiner als eins akzeptiert.

Um festzulegen, welche Punkte von einem gegebenen Punkt aus generiert werden
konnen, wird eine Nachbarschaftsstruktur festgelegt. Diese Nachbarschafts-
struktur mufs im Hinblick auf die mathematische Modellierung des Metropolis-
Algorithmus gewisse Eigenschaften erfiillen. Ihre konkrete Bestimmung ist je-
doch abhéngig von der Problemstellung und der Struktur des Suchraums S. Im
Rahmen dieser Arbeit wird die Nachbarschaftsstruktur mit allen notwendigen
Eigenschaften stets als gegeben vorausgesetzt.

Wir bezeichnen die Nachbarschaft von ¢ € S mit N;. Man kann einen Punkt
k € S als lokales Minimum bezeichnen, falls hy (k) < hy(7) fiir alle i € Ny, gilt. Die
Tatsache, dass Verschlechterungen des Funktionswerts akzeptiert werden konnen,
ermoglicht es dem Algorithmus, lokale Minima wieder zu verlassen.

Die Wahl eines neuen Punktes ¢;; € S von i; € S aus im Metropolis-Algorithmus
wird in zwei Schritte unterteilt:

1. Generierung eines neuen Punktes,
2. Test auf Akzeptanz.

Ist ¢;41 akzeptiert worden, so iibernimmt %, die Rolle von 7;. Fiir Generierung
und Akzeptanz neuer Punkte sind nur der aktuelle Punkt und sein Funktionswert
entscheidend, nicht aber, wie dieser Punkt erreicht wurde. In diesem Sinne ist
der Algorithmus gedéchtnislos.

Wird sichergestellt, dass der Algorithmus mit Wahrscheinlichkeit eins jeden Punkt
des Suchraums S in endlicher Zeit erzeugt, das heifst generiert und akzeptiert,
so finden wir mit Wahrscheinlichkeit eins in endlicher Zeit das globale Minimum
der Zielfunktion h;.
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Dariiberhinaus ldft sich fiir den Metropolis-Algorithmus eine interessante Kon-
vergenzaussage zeigen. Nach unendlich vielen Ubergiingen des Algorithmus, das
heift nach der Erzeugung unendlich vieler Punkte, ist die Wahrscheinlichkeit,
in einem globalen Optimum der Zielfunktion zu sein grofer, als in irgendeinem
anderen Punkt des Suchraums zu sein.

Wir interpretieren die Wahl eines neuen Punktes im Metropolis-Algorithmus als
Zufallsexperiment, das aus den beiden Zufallsexperimenten Generierung und Ak-
zeptanz besteht. Hierzu geben wir Generierungs- und Akzeptanzwahrscheinlich-
keiten fiir die Elemente in S an. Die Gedéichtnislosigkeit des Algorithmus legt
es nahe, diese Zufallsexperimente als Markov-Kette (X,,)nen, mit Zustandsraum
S zu modellieren. Die Ubergangswahrscheinlichkeiten der Markov-Kette erge-
ben sich aus den Generierungs- und Akzeptanzwahrscheinlichkeiten. Diese héin-
gen nicht vom Zeitpunkt n € Ny ab, das heifst (X,,),en, ist eine zeithomogene
Markov-Kette.

Definition 2.3.1 Sei ¢ € S. Mit N; bezeichnen wir die Nachbarschaft von i.
Die Wahrscheinlichkeit, mit der ein Punkt k£ € S als Kandidat fiir einen neuen

Punkt von ¢ € S aus vorgeschlagen wird, heift Generierungswahrschein-
lichkeit G;,. Wir definieren fiir : € S

1
Gik = mXNi(k) fiir alle k£ € S,

wobei xy, die charakteristische Funktion der Menge NN; bezeichnet:

1 falls k € N;,
xn, 08— {01}, ke { 0 falls k € S\N;.

Es ist also G > 0 genau dann, wenn k& € N; gilt. Da die Nachbarschaftsstruktur,
die dem Metropolis-Algorithmus zugrunde liegt, vor dem Start des Algorithmus
zu definieren ist, muf Gy fiir alle 7, k € S a priori festgelegt werden. Wir setzen
noch voraus, dass die Generierungswahrscheinlichkeiten symmetrisch sind, das
heifst, dass

G = G fir alle i, keS

gilt. Hieraus ergeben sich
k € N; <= i € N und |N;| = | Ny fiir alle i, k € S.
Dies wird im Beweis von Satz 2.3.5 verwendet.

Bemerkung 2.3.2 Fiir die Modellierung des Metropolis-Algorithmus geniigt es,
symmetrische Ubergangwahrscheinlichkeiten zu fordern. Die Wahl der Generie-
rungswahrscheinlichkeiten ist jedoch nicht Thema dieser Arbeit. Deshalb wurden
sie in Definition 2.3.1 festgelegt.
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Definition 2.3.3 Seien i € S und k € N; ein gemél G generierter Punkt. Die
Wahrscheinlichkeit, dass k£ als neuer Punkt von ¢ aus akzeptiert wird heift
Akzeptanzwahrscheinlichkeit A;,. Wir definieren fiir ( > 0

(ha(k) — ha ()"
¢

A = exp (— ) fir allez € S, k € N;,

wobel

(b1 (k) — ha(i))* = { gﬂk) — ha(i), iilrllif.“(k) — h(4) > 0,

Fiir £ € S\V; wird A, = 0 festgelegt.
Die Konstante ¢ > 0 heift Kontrollparameter.

Der Kontrollparameter ( ist in Abhéngigkeit des gegebenen Problems zu wihlen.
¢ bestimmt, wie wahrscheinlich Verschlechterungen des Zielfunktionswerts akzep-
tiert werden. Ist ndmlich hy(k) > hy(7), so gilt 0 < Az < 1. Je kleiner ( ist, desto
kleiner wird Az, das heifft umso weniger wahrscheinlich wird die Verschlechte-
rung von hy(i) auf hy(k) akzeptiert. Hingegen beeinfluft ¢ nicht die Akzeptanz
von Punkten mit mindestens gleich gutem Funktionswert. Diese werden stets
angenommen.

Wird der Kontrollparameter zu klein gewéhlt, so wird die Chance, lokale Minima
zugunsten der Weitersuche nach globalen Minima wieder zu verlassen, zu gering.
Ein zu grofses ¢ dagegen beraubt den Algorithmus seiner Tendenz, bessere Ziel-
funktionswerte den schlechteren vorzuziehen und damit seiner Steuerung. Wir
betrachten in dieser Arbeit ( stets als gegeben.

Wir definieren nun die Ubergangswahrscheinlichkeiten des Algorithmus.

Definition 2.3.4 Sei 7 € S. Die ﬂ'bergangswahrscheinlichkeit Pik Vo ¢ zu
einem beliebigen Punkt k € S ist gegeben durch

GikAik7 falls ¢ 7& k?,
Dik = 1— Z pi, fallsi=k.
leS,I#i

Wegen p;; > NL > 0 sind alle Punkte i € S aperiodisch. Wir fassen die Uber-
gangswahrscheinlichkeiten in der |S| x |S|-Matrix p zusammen. Wegen

Zpik =1 fir alle 7 € S

existiert gemaf Satz 2.2.2 zu jeder Startverteilung eine homogene Markov-Kette

(XM),,en, mit Zustandsraum S und Ubergangsmatrix p.
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Wir betrachten die Wahrscheinlichkeitsverteilung ;% auf S mit

_ (@)
1 exp( ¢ )
— = fiir alle 7 € S.
< B ()
keS

Der folgende Satz wird in dhnlicher Form in [15] bewiesen.

Satz 2.3.5 Sei ¢ > 0 fest gewdhlt. Mit py, fir i,k € S werden die gemaf Definiti-
on 2.3.4 gegebenen Ubergangswahrscheinlichkeiten des Metropolis-Algorithmus
auf S beziehungsweise der ihn modellierenden Markov-Kette (XM),en, bezeich-

net. Dann ist durch i eine stationdre Verteilung von (XM),exn, gegeben.

BEWEIS Wir zeigen die Bedingung aus Lemma 2.2.10. Wegen G, = Gj; fiir alle
1,k € S miissen wir nur

1 1
— A = —Api fiir alle ¢,k € S (%)

Hi Mo

zeigen. Es ergibt sich fiir alle k£ € N;

1 exp <—th@> (hi(k) = hi(3)T\
EAM > exp (_th(l)) o <_ ¢ > B

exp (-2 (ha(i) — (R 1
:zexp(—’“é’)e){p(‘ 3 ):EA‘“"

les

—

Fiir alle £ € S\N; gilt iA,k =0= #ikAki. Damit folgt die Behauptung.

o
Um Satz 2.2.8 anwenden zu konnen, miissen wir sicherstellen, dass die Markov-
Kette (XM),cn, irreduzibel ist. Dies ist durch geeignete Wahl der Nachbar-

schaftsstruktur zu gewihrleisten und wird im folgenden angenommen. Zusammen
mit Satz 2.2.9 erhalten wir:

Satz 2.3.6 Sei (XM),cn, die irreduzible, aperiodische, homogene Markov-Kette
mit Zustandsraum S und Ubergangsmatrixz p, die den Metropolis-Algorithmus
mit Kontrollparameter ¢ modelliert. Es gelten

1. (XM),en, ist rekurrent, das heifit jedes i € S ist ein rekurrenter Zustand.
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2. lim pgz) = “ik fiir alle i,k € S.

3. i ist die eindeutige stationdre Verteilung von (XM),en,.

4. Die mittlere Wiederkehrzeit von © ist ;. Es gilt p; < oo.

Die stationére Verteilung i hat die wichtige Eigenschaft, dass sie maximal wird

fiir die globalen Minimierer von h;. Es ist also nach unendlich vielen Ubergéingen
des Metropolis-Algorithmus wahrscheinlicher, in einem globalen Minimum von
hi zu sein als in irgendeinem anderen Punkt des Losungsraums.

Die Existenz der stationdren Verteilung liefert mit Satz 2.2.8 die Rekurrenz aller
Zustande, das heifst fiir jedes ¢ € S ist die Wahrscheinlichkeit, unendlich oft zu ¢
zuriickzukehren geméf Bemerkung 2.2.4, eins. Aus der Positivitéit der stationdren
Verteilung folgt gemafs Satz 2.2.9 die Endlichkeit der mittleren Wiederkehrzeit.



Kapitel 3

Kontinuierliche stochastische
Optimierung unter Verwendung
stochastischer Integration

Wir betrachten in diesem Kapitel den kontinuierlichen Teil des Optimierungspro-
blems (GOP), den wir als kontinuierliches globales Optimierungsproblem (KGO P)
bezeichnen. (KGOP) wird mit einem in [11] entwickelten stochastischen Ver-
fahren zur globalen Optimierung unter Verwendung stochastischer Integeration
gelost. In Abschnitt 3.1 wird (KGOP) eingefiihrt. Abschnitt 3.2 befasst sich
mit einer speziellen Klasse stochastischer Integralgleichungen, deren Losung zur
Losung von (KGOP) fiihrt. In Abschnitt 3.3 wird ein numerisches Verfahren zur
Losung von (KGOP) beschrieben.

3.1 Das kontinuierliche globale Optimierungspro-
blem (KGOP)

Gegeben sei die zweimal stetig differenzierbare Zielfunktion hy : R* — R. Wir
betrachten das folgende Optimierungsproblem: Gesucht wird ein z* € R™ mit
ho(z*) < ho(z) fiir alle x € R™. Abkiirzend schreiben wir hierfiir

min hs(x). (KGOP)

TER™

Die Losung z* von (KGOP) heifst globales Minimum von hy. Existiert zu
einem Punkt z € R"™ eine Umgebung U(Z) C R™ mit ho(Z) < ho(z) fiir alle
x € U(Z), so heikt Z ein lokales Minimum. Notwendig dafiir, dass hy im Punkt
Z € R" ein lokales Minimum annimmt sind die folgenden Bedingungen:

Vhy(z) =0, V?hy(Z) ist positiv semidefinit.

23
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Numerische Verfahren zur lokalen Minimierung von hs erzeugen ausgehend von
xo eine Folge (z;)jen von Punkten mit ho(z;+1) < ho(z;), indem sie eine Folge
von Suchrichtungen (s;);en, und von Schrittweiten (0;) ey, bestimmen und fiir
J € Ny den neuen Punkt geméf z;41 = x; + 0;s; festsetzen. Ein Vektor s heift
Abstiegsrichtung im Punkt x;, falls ein & > 0 existiert mit ho(x;+0s) < ho(z;)
fir alle o € (0,5). Fiir eine Abstiegsrichtung s € R" gilt (siehe [5]):

STVhQ(Ij) < 0.

Entsprechend definieren wir, dass s eine Aufstiegsrichtung im Punkt z; ist,
falls es ein ¢ > 0 gibt mit ho(x; + 05) > he(z;) fiir alle 0 € (0,5). Ist s eine
Aufstiegsrichtung im Punkt z;, so gilt s Vhy(z;) > 0.

Die folgende Annahme iiber die Zielfunktion hs ist entscheidend fiir das weitere
Vorgehen:

Annahme A Es gibt ein € > 0 so dass

1 2
2 Vhy(z) > e

max{1, ||Vha(x)|2}

fir alle z € R"\{x € R"|||z|l2 < r} mit einem r > 0 gilt.

Annahme A beschreibt ein spezielles Verhalten von hy aufterhalb einer Kugel vom
Radius r. Es wird lediglich die Existenz einer solchen Kugel gefordert. Annahme
A legt das Verhalten von hy ”im Unendlichen” fest.

Bemerkung 3.1.1 Jede Funktion, fiir die Annahme A erfiillt ist, besitzt ein
globales Minimum. Auferhalb der Kugel {x € R"|||z||2 < r} ist in jedem Punkt &
die Richtung s = 7 eine Aufstiegsrichtung. Auf dem Kompaktum {z € R"|||z|» <
r} aber nimmt jede stetige Funktion ihr Minimum an.

Eine grofe Klasse numerischer Methoden zur Losung von Minimierungsproble-
men mit zweimal stetig differenzierbarer Zielfunktion hs : R® — R kann interpre-
tiert werden als numerische Losung des folgenden Anfangswertproblems:

#(t) = —Vhy(a(t), te0,00), 2(0) =20, (AWP)

wobei xy € R™ einen beliebigen Startpunkt bezeichnet. Da hy Lipschitz-stetig ist,
besitzt das Anfangswertproblem (AW P) eine eindeutige Losung z : [0, 00) — R™.
Ist Vhy(z(t)) # 0 so ist —Vha(z(t)) eine Abstiegsrichtung im Punkt x(¢) und es
gilt '

ho(x(t)) = Vho(z(t)) i (t) = —Vha(z(t))" Vho(x(t)) < 0.

Somit ist he(z(+)) : [0,00) — R streng monoton fallend, das heifst es ist

ha(z(s)) > ho(x(t)) firalle 0 <s <t < oo.
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Ausgehend von zy wird in der numerischen Optimierung iterativ eine Folge von
Punkten (z;);en bestimmt mit ho(xj41) < ho(z;) fiir alle 5 € Ny. Ob ein globales
Minimum von hy gefunden wird, héngt von zy ab. Um moglichst alle lokalen
Minima und damit das globale Minimum der Zielfunktion zu finden, untersuchen
wir ein zufillig gestortes Anfangswertproblem.

3.2 Eine spezielle Klasse stochastischer Integral-
gleichungen

Wir benotigen im Rahmen dieser Arbeit lediglich eine spezielle Klasse stochasti-
scher Integralgleichungen. Eine allgemeine Einfithrung in die Theorie stochasti-
scher Differentialgleichungen bieten [13] und [10]. Wir betrachten die folgende
Klasse stochastischer Integralgleichungen:

Xi(w) = zg +e(Bi(w) — Bo(w)) — /0 Vhy( X, (w))dr. (SIE)

Dabei bezeichne hy : R™ — R die gegebene Zielfunktion unseres globalen Optimie-
rungsproblems (KGOP), (By)i>o sei eine n-dimensionale Brownsche Bewegung
und es sei w € Q.

Den ersten Teil der Gleichung, z¢ + &(B;(w) — By(w)), kann man als Zufallssuche
eines Startpunkts interpretieren. Der zweite Teil, — fot Vhy (X, (w))dr, ist gerade
der Teil, der bei der nichtlinearen Optimierung betrachtet wird.

Der néchste Satz beschreibt Existenz, Eindeutigkeit und Regularitdt der Losun-
gen von (SIFE).

Satz 3.2.1 Gegeben sei die Integralgleichung (SIE). Fiir alle zo € R™ und alle
e > 0, fiir die Annahme A fiir hy erfillt ist, erhalten wir:

1. Es ezistiert ein eindeutiger stochastischer Prozess (Xi)i>o, der (SIE) ldst.
2. Alle Pfade von (X;)i>0 sind stetig.
3. Xo = xo.

BEWEIS [11], Theorem 2.1.1 auf S. 20.

Wir betrachten die Stoppzeiten sz ,(w) : Q" — R,

sonst.

L { inf{t > O[[| X;(w) = Z[ls < p} falls {t > 0] X;(w) = Z[2 < p} #0,
0,@)

Der folgende Satz aus [11| ermdglicht es, die Losung von (SIE) zur Losung des
globalen Optimierungsproblems zu verwenden.
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Satz 3.2.2 Gegeben sei (SIE) mit € > 0, so dass Annahme A fiir hy erfillt ist.
Dann gelten fiir alle xo,z € R™ und alle p > 0 die folgenden Aussagen:

1. W'{w € Q"sz,p(w) < 00}) =1,
2. E(sz,) < 00, (E bezeichnet den Erwartungswert),

3. Jede Zufallsvariable Xy mit t > 0 hat eine Dichte p; beziiglich des Lebesgue-
Mafles mit
i pi(z) = p(z),
wobei p die eindeutig bestimmte Dichtefunktion ist mit

2 g () -

=1

BEWEIS [11], Corollary 2.2.2 auf S. 26.

Sei x* € R" ein globales Optimum der Zielfunktion hy,. Wir kénnen die Dichte p
aus Satz 3.2.2 explizit angeben, vergleiche [11]. Sie ist gegeben durch

exp (_2(f(w)€—2f(a:*))>

[ e (- qroga)
N

Satz 3.2.2 besagt, dass W"-fast alle Pfade von (X;);>¢ jede Kugel mit Mittelpunkt
Z und Radius p fiir beliebiges p > 0 nach endlicher Zeit treffen. Dariiber hinaus
ist der Erwartungswert endlich.

p:R" =R, z+

Die Dichte p in Satz 3.2.2 hat die wichtige Eigenschaft, dass jeder globale Maxi-
mierer von p ein globaler Minimierer von hy ist.

Nun betrachten wir den Parameter € in (STE). Er ist ein Maf fiir die Gewichtung
der lokalen Minimierung von hs durch

t
Xt = Xy — / hQ(XT)dT
0

und einer Zufallssuche durch Realisierungen normalverteilter Zufallsvariablen mit
wachsender Varianz geméfs

Xi(w) = 29 + Bi(w) — By(w).

Wird € > 0 zu klein gewéhlt, so dominiert die lokale Minimierung und fiir festes
w bleibt der zugehorige Pfad lange in der Néhe jedes lokalen Minimums. Wird e
dagegen zu grof gewiahlt, so dass die Zufallssuche dominiert, so spielen die lokalen
Minima keine entscheidende Rolle. Die Wahl von € hingt von der Problemstellung
und der Zielfunktion hy ab. Wir betrachten € im folgenden stets als gegeben.
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3.3 Ein numerisches Verfahren zur Lo6sung von

(KGOP)

Es ist mit Satz 3.2.2 naheliegend, die Losung von (KGOP) zu approximieren,
indem ein Pfad der Losung (X;):>o berechnet wird. Wird stets der bis zum
aktuellen Zeitpunkt kleinste berechnete Zielfunktionswert auf diesem Pfad als
Minimum gespeichert, so kann nach einer festgelegten Anzahl von Iterationen
vom dann erreichten Minimum aus eine lokale Optimierung erfolgen.

Fiir die numerische Approximation eines beliebigen aber fest gewihlten Pfades
w € Q" der Losung von (SIE) wéhlen wir ein semi-implizites Eulerverfahren.
Eine Beschreibung findet sich beispielsweise in [6]. Wir betrachten die Integral-
gleichung

Xpro(@) = €+ £(Buyo(w) — Bi(w)) — / T V(X (@))dr

fir o > 0, £ € R™. Thre Losung wird mit X (¢ + 0;&,0,w) bezeichnet. Mit der
Taylor-Entwicklung

Vha(z) = Vha(€) + V2ha(E) (@ — &) + / (V2ha(€ +0(z — €)) — VPho(E))di ()

erhalten wir die folgende Approximation X (t + 0;&,0,w) von X (t + 0; €, 0,w):
X(t+0;€,0,w) = Ete(Bryo (W)= By(w)) =0 Vha(§) =0V ha(§) (X (t403 €, 0, w) —€)
und folglich

X(t+0;60,0) =& (I +0V*ha(§) ™" (6Vha(§) — e(Brao(w) — Bi(w)))

fiir alle o, fiir die (I +0V?hy(€)) regulir ist. Wir konnen stets ein o > 0 angeben,
fiir das (I + oV2hy(§)) regulir ist:

Bemerkung 3.3.1 Bekanntlich ist eine n x n-Matrix A mit reellen Eintrigen
invertierbar, falls ||A—1I| < 1 gilt (vergleiche etwa [16]). Somit ist (I +0cV?hy(€))
invertierbar, falls

loV2ha()ll2 = I(I + 0V?h2(8)) — 1|2 < 1.

Esist ||[V2hy(€)||2 = maxy [A| := [Mnae|, wobei das Maximum iiber alle Eigenwerte
von V2hy(€) gebildet wird. Fiir o < 1 ist also (I + 0 V2hy(€)) invertierbar.

P\maac|

Der folgende Satz beschreibt den Integrationsfehler des Verfahrens, vergleiche
[11].



KONTINUIERLICHE OPTIMIERUNG 28

Satz 3.3.2 Zu jedem ¢, fiir das Annahme A erfiillt ist, und zu allent > 0, £ € R”
existiert ein ¢ > 0 mit

lim ‘|X<t+o-7§70-7w) —X(t+0,£70'7(,U)|

o0 o3 In(In(L))

| <c W™ — fast sicher.

BEWEIS [11], Theorem 2.3.1 auf S. 31.

Es werden nur solche Schrittweiten o verwendet, fiir die (I + oV?hy(€)) positiv
definit ist. Von einer Startschrittweite oy aus wird ¢ < oo berechnet, so dass
(I + oV?hy(€)) positiv definit ist. Sodann werden die folgenden drei Punkte
X(t+ o€ 0,w), X(t+ $:¢, 5, w) und X(t+o; X(t+ $:¢,5,w), §,w) berechnet.
Wir fiihren einen weiteren Kontrollparameter des Algorithmus ein. Es mufl ein
0 > 0 gewihlt werden, das das folgende Akzeptanzkriterium steuert: Falls

o

_ _ _ o o

||X(t+0‘;€,0‘,W) —X(t+U,X(t+ §7€a 57"‘})7570))” <0
gilt, so wird X (t+0; )_((t+%; ,§,w), %, w) als Approximation von X (t+0;&,0,w)
akzeptiert, andernfalls werden die drei Punkte mit neuer Schrittweite § neu be-
rechnet. Das Akzeptanzkriterium soll sicherstellen, dass die berechnete Approxi-

mation in der Nihe des von w € Q" definierten Pfades liegt.

Es ist wichtig festzuhalten, dass X (¢t + 0;¢,0,w) durch die Realisierung n; +
ny von &(Byy, — By) berechnet werden muf, wobei die Realisierungen n; :=
€(Bitg(w) — Bi(w)) und ny := &(Biio(w) — Byyg(w)) fiir die Berechnung von
X(t+%:¢%,w) und X(t+ 0; X(t+ $;¢,%,w), %, w) verwendet werden, da alle
drei Punkte Approximationen von Punkten auf dem selben Pfad sind.

Eine Formulierung des Algorithmus findet sich in [11]. In dieser Arbeit wird er in
Abschnitt 4.4 dargestellt als Teil des dort entwickelten Algorithmus mit diskreten
und kontinuierlichen Variablen.



Kapitel 4

Globale Optimierung mit diskreten
und kontinuierlichen Variablen

In diesem Kapitel betrachten wir unser globales Optimierungsproblem (GOP)
mit diskreten und kontinuierlichen Variablen und entwickeln ein stochastisches
Verfahren zur Losung von (GOP). Dieses Verfahren baut auf den in Kapitel 2
und Kapitel 3 entwickelten Verfahren auf. Wir gehen in Abschnitt 4.1 zunéachst
auf die Problemstellung ein. In Abschnitt 4.2 wird der in dieser Arbeit verfolgte
Losungsansatz beschrieben. Abschnitt 4.3 enthélt die mathematische Modellie-
rung unseres Algorithmus. Dieser wird in Abschnitt 4.4 detailliert beschrieben.
In Abschnitt 4.5 wird das entwickelte Verfahren analysiert.

4.1 Problemstellung

Gegeben sei die Zielfunktion
f:SxR*" =R, (i,x)— f(i,z).

Dabei bezeichne S eine endliche Menge und R™ mit n € N den n-dimensionalen
euklidischen Vektorraum. Wir betrachten das folgende globale Optimierungs-
problem (GOP) mit diskreten und kontinuierlichen Variablen: Wir suchen zu
unserer gegebenen Zielfunktion f ein Parameterpaar (i*,2*) € S x R™ mit

f@@*,2") < f(i,x) fir alle (i,2) € S x R".
Abkiirzend schreiben wir hierfiir

min _ f(i,z), (GOP)

(1,x) €S XR"

29
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Wir gehen in dieser Arbeit stets davon aus, dass f zweimal stetig partiell nach
x € R" differenzierbar ist. Zu jedem ¢ € S erhalten wir eine zweimal stetig
differenzierbare Funktion

R =R, xw— f(i,r).

Die folgende Annahme iiber die Zielfunktion f ist fundamental fiir die weiteren
Untersuchungen:

Annahme B: Es gibt ein £ > 0 so dass fiir jedes i € S gilt

1+ ne? ;
> L (1,95}

2V fi()

fir alle z € R"\{x € R"|||z|l2 < r} mit einem r > 0.

Wie in Bemerkung 3.1.1 folgt, dass fiir jedes ¢ € S die Funktion f* ein globales
Minimum besitzt, das heiflt es existiert zu jedem i € S ein 2* € R™ mit f(2™*) <
f*(z) fiir alle z € R™. Da S endlich ist, kénnen wir ¢* so wiihlen, dass

fz‘* (Iz’*,*) — min fz(l,z,*)

ieS
gilt. Somit besitzt (GOP) eine Losung. Es gilt

[ a"7) = (ivxgrensr;wf(z,x)-

Bemerkung 4.1.1 Annahme B ist erfiillt, falls Annahme A aus Kapitel 3 fiir f*
fiir jedes ¢ € S mit einem ¢; erfiillt ist. Da S endlich ist, kénnen wir € := min;cg €;
wiahlen, so dass Annahme B fiir f erfiillt ist.

4.2 Losungsansatz

Wir entwickeln eine Methode, bei der iterativ Paare (i,2) € S x R™ berechnet
werden. Hierzu wird jeweils eine Komponente von (7, z) festgehalten, wihrend auf
die andere Komponente ein stochastischer Minimierungsalgorithmus angewandt
wird. Die jeweils festgehaltene Komponente wird als diskreter beziehungsweise
kontinuierlicher Parameter bezeichnet.

Sei also zuniichst zu jedem i € S ein 2 € R" fest gewihlt. Dann wird auf die
Zielfunktion }
fo: S =R, i f(i,x")

der diskrete Metropolis-Algorithmus aus Kapitel 2 angewandt. Hierzu wird zu-
nichst eine Nachbarschaftsstruktur in S festgelegt, die sicherstellt, dass die den
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Metropolis-Algorithmus modellierende Markov-Kette irreduzibel ist. Die Irredu-
zibilitdt hangt nur von den Generierungswahrscheinlichkeiten ab, nicht von den
Akzeptanzwahrscheinlichkeiten und damit auch nicht von den Funktionswerten.
Deshalb kann die Nachbarschaftsstruktur fest gewéhlt werden, unabhingig von
den kontinuierlichen Parametern.

Im ersten Schritt wird ein beliebiger Punkt aus S als aktueller diskreter Parameter
gewdhlt. In den folgenden Schritten ist der aktuelle diskrete Parameter der vom
Algorithmus erzeugte. Vom aktuellen diskreten Parameter k € S aus wird wie in
Abschnitt 2.3 beschrieben ein neuer Parameter ¢ aus der Nachbarschaft /N, von
k generiert und auf Akzeptanz gepriift. Wird ¢ akzeptiert, so wird ¢ der neue
aktuelle Parameter. Andernfalls wird ein weiterer Punkt aus Ny generiert und
iiberpriift.

Nun wird umgekehrt der aktuelle diskrete Parameter i € S festgehalten und es
wird ein zugehoriges ¢ € R™ gesucht. Hierzu wird das Verfahren aus Kapi-
tel 3 auf die Funktion f’ angewandt. Wir definieren die folgende stochastische
Integralgleichung:

Xi(w) =g+ e(Bi(w) — Bo(w)) — /0 V(X (w))dr (SIE);

und approximieren numerisch einen Pfad der Losung von (SIE); mit dem in
Abschnitt 3.3 beschriebenen Verfahren. Es wird ein Integrationsschritt dieses
Verfahrens ausgefiihrt; das Ergebnis sei der Punkt z°. Verbessert sich der Funk-
tionswert, so wird a2 := Z' gesetzt. Andernfalls wird der alte kontinuierliche
Parameter beibehalten, jedoch Z° als Startpunkt fiir den niichsten Integrations-
schritt gesetzt. Somit wird sichergestellt, dass wir zu jedem diskreten Parameter
1 € S eine monoton fallende Folge von Zielfunktionswerten erhalten. Das Ver-
fahren aus Kapitel 3 wird dadurch nicht verédndert. Somit gelten die Satze 3.2.1
und 3.2.2 fiir (STE);.

Es ist wichtig festzuhalten, dass wir einen neuen Punkt nur akzeptieren wollen,
falls fiir die Schrittweite o gilt ¢ > c fiir eine feste Konstante ¢ > 0. Dies ist
lediglich eine Anforderung an das numerische Verfahren.

4.3 Mathematische Modellierung

Die Wahl eines neuen Punktes aus S kann als Ergebnis eines Zufallsexperiments
gedeutet werden. Um dieses Zufallsexperiment mathematisch zu modellieren,
miissen wir einen geeigneten Wahrscheinlichkeitsraum angeben. Hierzu zitieren
wir den folgenden Satz aus [4].
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Satz 4.3.1 Zu jedem n € Ny sei Q,, # 0 eine abzihlbare Menge. Sei py eine
Wahrscheinlichkeitsverteilung auf €, und fir alle m > 1 und w, € 2, mit
n <M S€L Prmjuw,....wm_1 €ine Wahrscheinlichkeitsverteilung auf €),,. Seien Q =
[L,50 2 sowie X, : Q — Q, die Projektion auf die n-te Koordinate, und
A = Q,-,P(Q) die Produkt-o-Algebra auf Q. Dann existiert genau ein
Wahrscheinlichkeitsmafl P auf (0, A) mit der Eigenschaft

fiir alle m € Ng und w,, € €,,.
BEWEIS : [4], Satz 3.12 auf S. 60.

Seien nun Q = @), -, S, mit S, = S fiir alle n € Ny und A = Q),~,P(Sy).
Auf S ist die Wahrscheinlichkeitsverteilung py gegeben mit pg(i) := «(7) fiir alle
1 € S, wobei a die Startverteilung des Optimierungs-Algorithmus bezeichnet.
Weiter ist fiir jedes m € Ny und alle (ig, ..., in_1) € ®$:_01 S,, eine Wahrschein-
lichkeitsverteilung py,i, auf S gegeben mit

7777 Tm—1

k)= flim1a™ )T g | e N,

1 _
pm|i0 ..... fm—1 (k) = ‘Nim71| CXp < ¢
0 falls k € S\,

m—1

m—1

Dabei bezeichnet N; , die Nachbarschaft von 7,1 € S. Die stetigen Para-
meter 2% € R” fiir j = 0,...,m — 1 sowie 2% € R" sind die jeweils aktuellen
stetigen Parameter. Bei der Wahl eines neuen Parameters i € S zum Zeit-
punkt 5 € N wird ein zugehoriger stetiger Parameter x; € R" bestimmt mit
f(i,x5) < f(i,2%_). Deshalb héingt die Wahl eines neuen Punktes k € S von der

Vergangenheit (ig,...,0n_1) € ®::_01 S, ab.

Mathematisch wird also der diskrete Teil des Optimierungs-Algorithmus model-
liert durch einen zeitdiskreten stochastischen Prozess (X,,)nen, mit Zustandsraum
S, dem Suchraum des Optimierungsproblems. Dieser stochastische Prozess ist de-
finiert auf dem Raum der unendlichen Folgen mit Werten in S. Das Wahrschein-
lichkeitsmafs P bestimmt die Familie der endlich-dimensionalen Verteilungen von
(Xn)nen,- Der Wahrscheinlichkeitsraum (€2,.4, P) ist so konstruiert, dass die
endlich-dimensionalen Verteilungen des Prozesses den Ubergangswahrscheinlich-
keiten im Optimierungs-Algorithmus entsprechen.

4.4 Formulierung des Algorithmus

4.4.1 Startdaten

Zur Initialisierung wird fiir jeden diskreten Parameter ¢ € S ein zj, € R" fest-
gelegt. Der zugehorige Funktionswert f,,(i) ergibt sich zu f,, (i) := f(i,z}). Es
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wird ein erster diskreter Parameter ig € S gewihlt. Das globale Minimum min
von f wird mit min := f(ig, z}) vorbesetzt.

Auferdem werden die Kontrollparameter ¢ des diskreten Metropolis Algorithmus
sowie € und ¢ des kontinuierlichen Teils des Algorithmus bestimmt. Die Festle-
gung dieser Parameter ist vom konkreten Problem abhingig und hat wesentlichen

Einfluk auf den Ablauf des Algorithmus.

Fiir eine vorgegebene Anzahl von Iterationen werden die folgende Schritte aus-
gefithrt. Wir setzen j := 0; j zdhlt die Iterationen.

4.4.2 Bestimmung des diskreten Parameters

Die jeweiligen kontinuierlichen Parameter werden festgehalten, das heifit, wir
betrachten im j-ten Iterationsschritt die Funktion f,, : S — R, i+ f(i, xé)

Es sei i; € S der j-te diskrete Parameter und N;; die Menge seiner Nachbarn.
Zur Bestimmung von 4,4, werden die folgenden Schritte ausgefiihrt.

Generierung

Zur Generierung eines neuen diskreten Parameters wird eine in IV;; gleichverteilte
Zufallsvariable realisiert. Um dies auf einem Computer zu simulieren, werden die
Elemente von N;, numeriert: N;, = {k1, &, ..., kINij\}- Das Einheitsintervall [0, 1]
wird in |Nj,| gleichlange Teilintervalle I, I, . .. ,]‘Nij| unterteilt. Nun wird mit
einem Pseudozufallszahlengenerator eine in [0, 1] stetig gleichverteilte Zufallszahl
ri € [0,1] erzeugt. Ist ry € I, fiir ein n € {1,2,...,|Ny|[}, so gilt &, als neu
generierter diskreter Parameter. Wir setzen k := k,,.

Akzeptanz

Es wird nun iiberpriift, ob ¢;,; := k gesetzt wird. Falls mit den jeweiligen ste-
tigen Parametern f, (k) < f;,(4;) gilt, so wird % als neuer diskreter Parameter

akzeptiert: i;41 := k. Andernfalls wird eine in [0, 1] stetig gleichverteilte Zufalls-

Sy ()= fa, (i)
¢

akzeptiert und i;.1 := k gesetzt. Andernfalls wird ein neues Element von N;,

generiert und auf Akzeptanz iiberpriift.

zahl ry € [0,1] erzeugt. Gilt dann exp (— ) > 19 so wird k ebenfalls

Das Akzeptanzkriterium begiinstigt Verkleinerungen des Zielfunktionswerts, er-
moglicht aber auch Verschlechterungen. Dabei sind geringe Verschlechterungen
wahrscheinlicher als grofsere.
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4.4.3 Berechnung des kontinuierlichen Parameters

Der diskrete Parameter i := ¢4, wird jetzt festgehalten, der zugehorige aktuelle
kontinuierliche Parameter sei 2. Es soll die Zielfunktion f*: R* — R, z +— f(i, z)
minimiert werden. Dazu wird die stochastische Integralgleichung

Xipal) =+ eByol) = Byw)) - [ VI DA (2

J

betrachtet. Dabei legt w € ) den Pfad fest, der nun numerisch mit dem semi-
impliziten Euler-Verfahren approximiert wird. Die Schrittweite wird mit o be-
zeichnet. tj- ist die Summe der Integrationsschrittweiten der numerischen Lésung
von (SIFE); in den ersten j Iterationen. Der neue zu i gehorende kontinuierliche
Parameter x§ 41 ist das Ergebnis eines Integrationsschrittes.

Eine Approximation X der Losung von () mit dem semi-impliziten Euler-Verfahren
ergibt sich zu

Ky o) = 2 — (I + 0V2Fi(2)) oV (a) — (B (@) — Bu(w))  (x)

J
wobei I die Einheitsmatrix bezeichnet.
Simulation

Im semi-impliziten Euler-Verfahren in (%) kommt w nur als Argument der Brown-

schen Bewegung vor. Da Bt;-_ Yo — Bt;-_ nach N (0,01) normalverteilt ist, also
\%(Bt;_w - Bt;_) nach N (0, I), wird Bt§_+a(w) — By (w) durch die Simulation von
nach N (0, I) normalverteilten Zufallsvektoren berechnet.

Im néchsten Schritt werden drei Punkte auf dem von w bestimmten Pfad der
Losung von () approximiert, und zwar 27, (¢) mit Schrittweite o und Startpunkt
b, o, () mit Schrittweite § und Startpunkt s sowie T, (o) mit Schrittweite
 und Startpunkt x%,,(5).

Wegen der Unabhingigkeit der Zuwichse einer Brownschen Bewegung kénnen
\/g (B (@) — By (w)) und \ﬁ (Bis 10(@) = By 5 (w)) durch zwei unabhiingige
Realisierungen n; und ns einer nach N(0,) normalverteilten Zufallsvariablen
simuliert werden. Dann ist n; + ny die Realisierung von \/g (Bt;‘_ to — Bt;) mit
dem selben w, das heift alle drei Punkte liegen auf dem selben Pfad.

Berechnung von drei Punkten

Es werden drei Punkte auf dem von w bestimmten Pfad mit dem semi-impliziten
Eulerverfahren berechnet. Die auftretenden Ableitungen kénnen durch automa-
tisches Differenzieren berechnet werden. Wir setzen o := 1.
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2%, (o) ergibt sich mit Ly := I + oV?f'(z}) und der Losung y; des linearen
Gleichungssystems Liyy = oV f(z}) — /5 (n1 + n2) zu 2%, (0) := 2% — 5. Die
Schrittweite o wird dabei solange halbiert, bis L, positiv definit ist. Dies ist stets
moglich.

2%, (%) ergibt sich mit Ly := I + "V2f4( ‘) und der Lt’)sung Y2 des linearen
Gleichungssystems Loy, = "Vf — 5\/_711 zu x]H = x; — Y. Lo ist
offensichtlich positiv definit, da L, pOSlth definit ist.

Falls L3 := I+ $V?f(x}, (%)) positiv definit ist, so wird :CJH( o) aus der Losung
Y3 des llnearen Glelchungssystems Lisys = §Vf(z y +1( 6\/§n2 berechnet:
’3 1o)== 1%, (5)—ys. Andernfalls wird die Schrlttwelte halbiert das heifst o :

2, und mit der neuen Schrlttwelte werden alle drei Punkte nochmals berechnet

Die linearen Gleichungssysteme werden mit Hilfe der Cholesky-Zerlegung geldst,

siehe [14]. Dies ist naheliegend, da die auftretenden Matrizen symmetrisch und
positiv definit sind.

Akzeptanz-Kriterium

Es wird iiberpriift, ob [|2%,,(0) — 7%, (0)|l2 < 6 gilt. Ist dies der Fall, so setzen
wir 2%, 1= &%, (o), andernfalls wird die Schrittweite halbiert und mit der neuen
Schrittweite werden 2%, (o), 2%, ,(§) und Z%,,(0) neu berechnet.

Das Akzeptanz-Kriterium soll sicherstellen, dass der neue stetige Parameter a:é 41
in der Nidhe des von w bestimmten Pfades liegt.

Bestimmung des Funktionswertes

Falls f(ij11,25,,) < f(ij41,2%) gilt, so wird der neue zu 4;;; gehorende Funk-
tionswert festgesetzt als fo,, (ij41) = f(ijp1, 2 §+1) andernfalls wird der alte
Funktionswert beibehalten: f, . (ij41) == f(i;41,2%). Somit wird sichergestellt,
dass wir zu dem diskreten Parameter i, eine monoton fallende Folge von Ziel-
funktionswerten erhalten.

Startpunkt fiir einen néchsten Schritt in der zu ¢;4; gehorenden Differentialglei-
chung ist jedoch x§+1- Damit ist die Folge der stetigen Parameter zu 7;,; genau
die Folge, die sich im Verfahren von Schiffler angewandt auf die Integralgleichung

Xy (w) = b + (By(w) / V(X

ergibt.
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4.4.4 Ausgabedaten

Falls fiir den aktuellen Funktionswert flijyn, 2%) gilt f(ijﬂ,lvé-ﬂ) < min, so
wird min := f(ijy1,75,,) gesetzt und das Tripel (min, 7,1, 2%, ) ausgegeben.

Neuer Iterationsschritt

Wir setzen j := 741 und gehen zuriick zur Bestimmung des diskreten Parameters.

4.5 Analyse des Verfahrens

Wird jedem diskreten Parameter i € S ein beliebiger, aber fester Parameter
2" € R" und damit ein fester Funktionswert f(i) := f(i,z") zugewiesen, so wird
der Metropolis-Algorithmus, der ein Minimum der Funktion f : S — R, i — f(7)
berechnet, durch eine homogene Markov-Kette beschrieben. Die i-Komponente
der stationdren Verteilung dieser Markov-Kette ist gegeben durch

fiz?)
1 exp (— ¢ )

Hi S exp <_f(k&m’“)> '

kesS

Lemma 4.5.1 Seii € S beliebig aber fest gewdhlt. Zu i € S sei x als kontinu-
ierlicher Parameter gewdhlt, zu k € S\{i} das jeweilige globale Optimum, das
heifst o8 mit f(k, 2*) = mingegn f(k, ). Die i-Komponente der stationdren
Verteilung der Markovkette des entsprechenden Metropolis-Algorithmus wird
mit L bezeichnet. Dann gilt fiir jede andere Wahl von stetigen Parametern

und diamit Funktionswerten

BEWEIS Es gilt

exp(— 20T $ e AT L) 5 S E )

¢S < ¢ ¢
k#i k#i
fiir alle j € Ny. Damit folgt
exp(—f@éx})) Zexp(_f(k,gxk*)) I eXp(—f@Zx;))exp(—f(i’gx%)) >

kes

ki
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Z eXp(—M) Zexp(—M) + eXp(_f(Z’ xj))exp(—f(Z’ £B0>)
¢ i ¢ ¢ ¢
ki
und somit
exp(— 1) exp(— Lzt
> exp(— 242 T 5 exp(— LB o exp(— L)
kesS kes

k#i

wie behauptet.

In der folgenden Definition fassen wir einige Bezeichnungen zusammen.

Definition 4.5.2 Seien i € S und j € Ny. Mit i¥) bezeichnen wir das j-te
Auftreten von i in unserem diskreten stochastischen Prozess (X,,)men,-

Zu i € S definieren wir I := {i)]j € Ny} sowie
Pkr ‘= P(Xm+1 € [‘Xm = k)
fiir k € S, m € Ny.

Bemerkungen 4.5.3 (i) Da der Funktionswert bei jedem erneuten Auftreten
von ¢ € S iiberpriift und gegebenenfalls verbessert wird, ist die Angabe von
4 in i¥) fiir die Ubergangswahrscheinlichkeiten unseres diskreten stochastischen
Prozesses entscheidend.

(ii) Soll nur untersucht werden, wie wahrscheinlich i € S von k € S aus erreicht
wird, so wird pg; betrachtet. Offensichtlich gilt

Prit) < Dkl fiir alle j € Ny.
Lemma 4.5.4 Zu jedem i € S werden fast sicher nur endlich viele verschiedene
Funktionswerte bestimmit.

BEWEIS Wir verwenden die Bezeichnungen aus Kapitel 3. Seien 2 € S und p > 0
beliebig aber fest. Es sei 2** das globale Optimum der Funktion f*: R" — R,
x — f(i,x). Nach Satz 3.2.2 gilt fiir die Stoppzeiten s, ,(w) : Q" — R,

. { inf{t > O[[| Xy(w) — 2™[l2 < p} falls {t > 0][| X, (w) — 2|2 < p} # 0,

o0 sonst
folgendes:
W"({w € Qs p(w) <o0}) =1 und E(s,i- ,(w) < 00}) < 00
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Dies bedeutet, dass W"-fast sicher jeder Pfad der Losung der stochastischen
Differentialgleichung (STFE); in endlicher Zeit eine p-Umgebung des globalen Op-
timums von f* erreicht fiir beliebig vorgegebenes p > 0. Stellen wir sicher, dass
in unserem Algorithmus fiir die Integrationsschrittweite o gilt ¢ > c fiir eine
Konstante ¢ > 0, so reichen hierfiir endlich viele Integrationsschritte und somit
werden erst recht nur endlich viele Funktionswerte bestimmt.

&

Definition 4.5.5 Esseien ¢,k € S und [,m € Ny, n € N. Mit gl.(%k(l) bezeichnen
wir die Wahrscheinlichkeit, dass &) in genau n Schritten von i™ aus erreicht
wird. Mit gi((rf,)l)i(m +1y wird die Wahrscheinlichkeit bezeichnet, dass im*1) in

genau n Schritten zum m+1-ten mal erreicht wird, falls ¢ zuvor m-mal erreicht

wurde. Wir definieren .
o (n)
gim) ) = Gitm) )
n=1

(o @)
. . = (n)
Gi(m)j(m+1) 1= E Gim) 4 (m+1) -

n=1

t heilt rekurrent, falls g;m);m+1) = 1 gilt fiir alle m € Nj.

Bemerkungen 4.5.6 (i) Offensichtlich ist g;im);m+1) die Wahrscheinlichkeit,
dass i(m+1) jemals von i) aus erreicht wird. Folglich gilt g;im);om+1) < 1.

(ii) Definition 4.5.5 ist ein direktes Analogon zur Definition eines rekurrenten
Zustands einer homogenen Markov-Kette.

Lemma 4.5.7 Seien i € S und m € No. p™ bezeichne die n-Schritt Ubergangs-
wahrscheinlichkeit des stochastischen Prozesses mit Zustandsraum S. Dann
gilt mit I := {iV|j € Ny}

oo
Gimyiminy <1 = ZPEZBLU < 00.

n=1

BEWEIs Es gilt fiir £ € Ny .
Piomyp =

i
L

=Y P(Xp1 €1, Xignos1 €I, Xjpn_s = i Xy € I1X, =i™) =

®
Il
o
3
|
—

P(Xp1 €1,...  Xpsn-s1 @1, Xppn_s = i™Y| X}, = iM).

©
Il
(en)

P(Xpgn € I| X s = i) =
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3
,_.

_ gf 9

(m)j(m+1) Pym) -

)
Il
=)

Damit folgt

n
Zpom szhm) <m+1>p m>1 sz(m)l 9<m>sl)<m+1> <

t=1 s=0 t=s+1

n
(s)
< Zpi(m)fgﬂmmmm-

s=0
Wir erhalten

n
t
Zpﬁ(in(l — Gitm)imt1)) < Gitm)jomt1) -

Falls g;em);im+1) < 1 ist, so sind die Partialsummen der Reihe beschréankt.

Lemma 4.5.8 FEs sei i € S. Dann ist ¢ rekurrent.

BEWEIS Sei ¢« € S. Nach Lemma 4.5.1 gilt fiir beliebige aber feste kontinuierliche
Parameter

, (n) 1 1
Py jomy = 7 2 7

n—oo Hi o
fiir alle m € Ny. Dabei sei wie in Lemma 4.5.1 Ml die -Komponente der sta-
tiondren Verteilung des Metropolis-Algorithmus, bei dem als kontinuierlicher Pa-
rameter zu i zj, gewihlt wurde, zu k& € S\{i} das jeweilige globale Optimum.
Die zugehorigen Ubergangswahrscheinlichkeiten werden mit p%)wm*) bezeichnet.
Es gibt fiir (jede feste Wahl von kontinuierlichen Parametern ein ny € N mit
pg(@b)i(m) > pig)*)im*) fiir alle n € N mit n > ng. Da zu jedem i € S nur endlich
viele verschiedene Funktionswerte angenommen werden, gibt es nur endlich viele
verschiedene Werte fiir piﬁ,{)i(m). Somit kann ein maximales Ny € N bestimmt
werden, so dass fiir jede feste Wahl von Parametern gilt pgzmm) > pz(.g)*)i(O*) fiir
alle n > Ng.

(p(@) (0m Jnen, 1st keine Nullfolge, also divergiert Y 7, p%)*mm) bestimmt gegen
oo. Folglich divergiert auch 7 1p (m) (), da Zflozlp%)*)m*) eine divergente Mi-
norante bildet. Nach obigen Uberlegungen divergiert Yoy pgﬁ,{)i(m) auch bei ei-

nem Wechsel der stetigen Parameter in jedem Summanden.

Mit I = {i®™|k € Ny} gilt gemih Lemma 4.5.7

o0
(n)

n=1
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(n)
(

3(m)(m)

< p™ . Es folgt

Nun gilt '™ € I, also p m) -

o o
(n) _ (n)  _ _

n=1 n=1

o

Lemma 4.5.9 Seien i,k € S. Dann gilt fiir die Wahrscheinlichkeit, von k aus 1
unendlich oft zu erreichen

P(X, €1 uo.|Xy=k)=gyo,

falls g;omy;om+ry = 1 fiir alle m € Ny gilt. Dabei ist w.o. eine Abkiirzung fir
“unendlich oft”.

BEwEIS Wir wollen zunédchst die Wahrscheinlichkeit bestimmen, dass ¢ an j
Zeitpunkten nq,...,n; mit 1 < n; < ... < n; angenommen wird, unter der
Bedingung, dass Xy = k gilt. Dieses Ereignis 7 kommt an j bestimmten Stellen
vor” wird bestimmt durch

X1 ¢1, o Xpa &1, X, =i,
X”H'l g_ﬁ I’ SRR an—l ¢ Ia Xng = i(l)a
Xo, 1 €1, ..., Xy @1, X, =ii™b,

Wir zeigen durch vollstindige Induktion nach j, dass

P(’i kommt an j bestimmten Stellen vor 7| Xy = k) = gg(lo))g%i_(gl) : .~g£8{;3{;_11))

gilt.

Der Induktionsanfang gilt geméfs der Definition von g](;(lo))
Induktionsvoraussetzung: Die Behauptung gelte fiir j.

Induktionsschlufs:
P(”i kommt an j + 1 bestimmten Stellen vor ”| Xy = k) =

= P(”i kommt an j bestimmten Stellen vor | X, = k)-

P(Xy1 sy Xy = 191X, =970 0 Xy = k).

AR

Nach Induktionsvoraussetzung und da die Ubergangswahrscheinlichkeiten nur
vom aktuellen Funktionswert abhéngen folgt

P(”i kommt an j + 1 bestimmten Stellen vor 7| X, = k) =
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=g\ gl 'gfﬁj{;ﬁ;}f) P(Xpy1 @y, X, = i9|X,, = i07D) =

» g

_ (n1) (n2—mn1) (nj4+1—my )
= G000 " GiG-06)

Damit ist der Induktionsbeweis abgeschlossen. Addition iiber alle j-Tupel ny,...,n;
liefert, dass die Wahrscheinlichkeit, dass X,, € [ fiir mindestens j verschiedene
Werte von n gilt, gleich g, 9;0;0) « - .. ¢;6-2;6-1) = gii0 ist. Fiir 7 — oo folgt
die Behauptung.

Lemma 4.5.10 Fir alle i,k € S und alle j,1 € Ny gelten

g =1 und  grw;0 = 1.

BEWEIS Aufgrund der Irreduzibilitit der Nachbarschaftsstruktur ist &%) von (%)
aus erreichbar, und dies ist ohne eine vorherige Riickkehr zu i) méoglich. Die
Wahrscheinlichkeit dieses Ereignisses sei v > 0. Ist k&) einmal erreicht, so ist die
Wahrscheinlichkeit, iU+ nie zu erreichen, grofer oder gleich 1 —max,>; gyt ;G+1)-
Die Wahrscheinlichkeit, von i) aus nie zu 19+ zu kommen, ist also mindestens
v(1 — max,>; gy ). Da i rekurrent ist, ist die Wahrscheinlichkeit keiner
Riickkehr Null. Folglich gilt

Jh(nmaz)iG+1) = MAX Gpn);G+1) = L.
n>l

Da k rekurrent ist, wird k™me) von k() aus mit Wahrscheinlichkeit 1 erreicht
und somit gilt

GrWitm+1) 2 G fnmaz) Jmmaz)j(m+1) = L.
Die Rollen von ¢ und k kénnen vertauscht werden und damit folgt die Behauptung.

<

In Lemma 4.5.1 wurde gezeigt, dass sich die --Komponente der stationidren Ver-
teilung fiir jeden diskreten Parameter ¢ € S abschitzen 14t durch einen fiir ¢
"schlechtesten Fall”, bei dem ¢ der schlechteste Funktionswert zugeordnet wird,
jedem k& € S\{i} aber der optimale Funktionswert. Damit und da fiir jedes
i € S nur endlich viele verschiedene Funktionswerte angenommen werden (Lem-
ma 4.5.4), konnte in Lemma 4.5.8 gezeigt werden, dass alle i € S im Sinne von
Definition 4.5.5 rekurrent sind. Lemma 4.5.9 und Lemma 4.5.10 schlielich besa-
gen zusammen, dass jeder Punkt ¢ € S von jedem anderen Punkt k € S aus mit
Wahrscheinlichkeit eins erreicht wird und anschliefend unendlich oft angenom-
men wird.

Bei jedem Erreichen eines diskreten Parameters ¢« € S wird ein Integrationsschritt
zur Approximation eines Pfades der Losung der zugehorigen Integralgleichung
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(SIFE); ausgefiihrt. Jeder Pfad der Losung von (STE); trifft fast sicher in endli-
cher Zeit eine beliebig vorgegebene Umgebung des globalen Minimierers x* der
zugehorigen Zielfunktion f¢. Somit wird schlieflich zu jedem i € S eine Approxi-
mation von z* gefunden, von der aus ein Algorithmus zur lokalen Minimierung
von f? das globale Optimum findet.



Kapitel 5

Testergebnisse

Der in Kapitel 4 entwickelte Algorithmus wird nun an einem einfachen Beispiel
getestet. Wir betrachten fiir die Zielfunktion

1 1
f:{2,6,12} xR - R, (i,2)+— E+—,+z’~w2 — cos(2ix)
1
das globale Optimierungsproblem
i ), ). GOP
epmin T (1, ) (GOP)
Fir z € R\{0} gilt
11 1 1 1 1 1
. > 20 - ..2_1:___ ..2>___: 0
Jia)z g+ +ie AT REAE A At v R ACIOE
das heift fiir i € {2,6,12} gilt
. . 1 1
in fi(z) = fi(0) = = — —.
R = S0 =55

Somit ist die Losung von (GOP)

. NN
e lin S =1(12,0)

Die folgende Abbildung zeigt den Graphen der Zielfunktion f.

43
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14

- f(2,)
— - (6,x)

Abbildung 5.1: Graph der Zielfunktion f

Der in Abschnitt 4.4 beschriebene Algorithmus wurde mit MATLAB Version
6.1, Release 12.1 [8] programmiert. Es wurde der in MATLAB implementierte
Zufallszahlengenerator verwendet. Als Nachbarschaft wurde fiir 2,6,12 jeweils
{2,6, 12} gewahlt.

Anschliefend folgen Abbildungen, die Testlaufe des Algorithmus zeigen. Jeder
vom Algorithmus berechnete Punkt (z, f(i,2)) wird als Kreis in einem Koordi-
natensystem dargestellt. Auf der Abszisse dieses Koordinatensystems sind die
kontinuierlichen Parameter x abgebildet, auf der Ordinate die zugehdrigen be-
rechneten Funktionswerte f(i,z). Es wurden jeweils 200 Iterationen gewihlt.
Startpunkt war stets der Punkt (2,2) mit dem Funktionswert f(2,2) = 9.5622.
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Abbildung 5.2: Testlauf des Algorithmus mit Kontrollparametern { = 50, ¢ =

4,0 =0.1. Ergebnis: (i,2) = (12, 0.0096) mit f(i,z) = 0.0274.
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Abbildung 5.3: Testlauf des Algorithmus mit Kontrollparametern ( = 50, ¢ =
4,0 =0.1. Ergebnis: (i,z) = (12, —0.0108) mit f(i,z) = 0.0349.



KAPITEL 5. TESTERGEBNISSE 46

140 O

100+ o g

80 b

60 b

20

Abbildung 5.4: Testlauf des Algorithmus mit Kontrollparametern ¢ = 50000, ¢ =
4,0 =0.1. Ergebnis: (i,z) = (6, —0.0089) mit f(i,2) = 0.0895.
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Abbildung 5.5: Testlauf des Algorithmus mit Kontrollparametern ( = 1, ¢ =
4,0 =0.1. Ergebnis: (i,z) = (2, —0.0050) mit f(i,2) = 0.4169.
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Abbildung 5.6: Testlauf des Algorithmus mit Kontrollparametern ( = 50, ¢ =
0, § = 0.1. Ergebnis: (i,z) = (2, 0.0093) mit f(i,z) = 0.4175.
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Abbildung 5.7: Testlauf des Algorithmus mit Kontrollparametern ( = 50, ¢ =

100, § = 0.1. Ergebnis: (i,2) = (6, —0.0248) mit f(i, ) = 0.1311.
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Abbildung 5.8: Testlauf des Algorithmus mit Kontrollparametern ( = 50, ¢ =
4, § = 0.0001. Ergebnis: (i,z) = (2, 0.8008) mit f(i,z) = 3.6973.
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Abbildung 5.9: Testlauf des Algorithmus mit Kontrollparametern ( = 50, ¢ =
4, 6 = 100. Ergebnis: (i,2) = (6, —0.0168) mit f(i,z) = 0.1054.
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Abbildung 5.2 und 5.3 zeigen Testliufe des Algorithmus mit identischer Wahl
der Kontrollparameter. Diese Parameterdarstellung fiihrt in beiden Féllen zu
einem guten Ergebnis, insbesondere wird der richtige diskrete Parameter 12 ge-
funden. Um den Zielfunktionswert weiter zu verbessern, kann noch eine lokale
Minimierung von f'? erfolgen.

In Abbildung 5.4 wurde ¢ grofer gewdhlt, so dass Verschlechterungen des Ziel-
funktionswerts im diskreten Teil des Algorithmus mit grofer Wahrscheinlichkeit
angenommen werden. Dagegen wurde in Abbildung 5.5 ¢ sehr klein gesetzt, so
dass ein Wechsel des diskreten Parameters unwahrscheinlich wird.

Abbildung 5.6 zeigt einen Testlauf mit € = 0, das heifst die Berechnung des konti-
nuierlichen Parameters ist ausschliefslich eine lokale Minimierung. In Abbildung
5.7 wurde € dagegen grof gewahlt. Entsprechend verringert sich die Tendenz des
Algorithmus zur Minimierung.

In Abbildung 5.8 ist 6 sehr klein, das heiftt das Akzeptanzkriterium fiir den
kontinuierlichen Parameter ist sehr streng. In Abbildung 5.9 wurde 6 dagegen
grofs gewahlt und somit wurden viele berechnete Punkte akzeptiert.

Insgesamt wird deutlich, dass die Wahl der Kontrollparameter wesentlichen Ein-
flufs auf den Ablauf des Algorithmus hat. Bei geeigneter Wahl der Kontrollpara-
meter liefert der Algorithmus gute Ergebnisse.



Kapitel 6

Zusammenfassung und Ausblick:
Anwendung in der
Vektoroptimierung

In dieser Arbeit wurde ein stochastisches Verfahren zur globalen Optimierung
bei diskreten und kontinuierlichen Variablen entwickelt. Aufbauend auf dem
Metropolis-Algorithmus zur diskreten Optimierung und einem stochastischen Ver-
fahren zur globalen Optimierung bei kontinuierlichen Variablen von Schéiffler wur-
de ein Algorithmus aufgestellt, der simultan diskrete und kontinuierliche Variable
behandelt. Es wurde gezeigt, dass der Algorithmus mit Wahrscheinlichkeit eins
bei geniigend langer Laufzeit eine beliebig genaue Approximation des gesuchten
globalen Optimums berechnet.

Wir wollen nun unser Verfahren aus Kapitel 4 noch verallgemeinern und auf
Vektoroptimierungsprobleme mit diskreten und kontinuierlichen Variablen an-
wenden. Vektoroptimierungsprobleme dienen der Beschreibung von Problemen
mit mehreren konkurrierenden Zielen.

Gegeben sei die Zielfunktion
f:SxR*"—=R™ (i,z)+— f(i,x),

wobei S eine endliche Menge sei und R", R™ den n-dimensionalen beziehungs-
weise den m-dimensionalen euklidischen Vektorraum bezeichne. f sei zweimal
stetig partiell nach x differenzierbar. Zwei weitere Voraussetzungen an f werden
wir spater einfilhren. Wir betrachten das folgende Optimierungsproblem:
min 1,1), VGOP).

(i,x)ESXR™ f( ) ( )
Zunichst stellen wir ein in [12] entwickeltes Verfahren zur kontinuierlichen Vek-
toroptimierung vor.

20
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Sei hg : R" — R™ eine zweimal stetig differenzierbare vektorwertige Funktion.
Wir betrachten das folgende Vektoroptimierungsproblem:

m}%{n hs(x). (VKGOP)

reR™

Wir fithren eine Halbordnung in R™ ein, um einen Optimalitdtsbegriff definieren
zu konnen.

Definition 6.0.1 Seien u,v € R™. Der Vektor u heifst kleiner oder gleich v, in
Zeichen u <, v, falls u; < v; fiir alle j € {1,...,m} gilt. Gleichheit ist erfiillt,
falls u; = v; gilt fiir alle j € {1,...,m}.

Mit dieser Halbordnung definieren wir nun ein Optimalitdtskonzept fiir Vektor-
optimierungsprobleme.

Definition 6.0.2 Ein Punkt z* € R™ heift Pareto-optimale Lésung fiir (VKGOP),
falls kein o € R™ existiert mit hs(x) # hs(2*) und hs(z) <, hg(z*).

Gilt diese Bedingung nur fiir eine Umgebung U(z*) C R™, so heifst =* lokal
Pareto-optimale Lésung fiir (VGOP)

Ein Punkt o € R" wird dominiert von x; € R", falls hs(x1) # hs(x2) und
hs(x1) <, hs(z2) gelten.

In Abschnitt 3.2 wurde erwéhnt, dass numerische Methoden zur Minimierung
einer zweimal stetig differenzierbaren Funktion hy : R®™ — R oft als numerische
Losung des Anfangswertproblems

x(t) = —=Vha(z(t)), z(0) = xo,

interpretiert werden kénnen. Wir wollen diesen Ansatz verallgemeinern auf Op-
timierungsprobleme (VKGO P) mit Zielfunktion hg : R® — R™. Wir formulieren
ein Anfangswertproblem, dessen eindeutige Losung z : [0,00) — R" folgendes
erfiillt:

hs(x(s)) >, hs(x(t)) und hs(z(s)) # hs(z(t)) firalle 0 < s <t < oo.
Fiir die Konstruktion unseres Anfangswertproblems betrachten wir das folgende
quadratische Optimierungsproblem fiir z € R™:

2 m

J=1

min
aER™

Z Oéthg,’j(LU)
7=1

wobei Vi3 ; den Gradienten der j-ten Komponente der Zielfunktion bezeichnet:

hs = (h31,... ham)’, hz; :R"—=R,j=1,...,m.
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Zu jedem x € R" existiert ein globaler Minimierer &. Fiir zwei globale Minimierer
& und @ von (QOP(z)) fiir festes = gilt

Z CAMthg’j (Q?) = Z @thgij (27)
j=1 7=1
Damit definieren wir fiir einen globalen Minimierer & von (QOP(z)) die Funktion

¢:R"—=R", z~ Zoleh;),,j(x).

j=1
Satz 6.0.3 Wir betrachten (QOP(x)) und q : R™ — R™ sei wie eben definiert.

Dann gelten:

1. Entweder ist q(x) = 0 oder —q(x) ist eine Abstiegsrichtung fir alle Funktio-
nen hg1,...hsm,m am Punkt x. Jedes x mit q(x) = 0 erfillt die notwendigen
Bedingungen erster Ordnung fiir Pareto-optimale Lisungen.

2. Zu jedem x € R™ existert eine Umgebung U(x) und eine Konstante L, > 0
so dass fir alle y,z € U(x) gilt

la(y) — q(2)|| < Lally — 2||.

BEWEIS : [12], Theorem 2.1 auf S. 212.

Die Eigenschaften der Funktion g ermoglichen es, das Anfangswertproblem fiir
skalare Optimierungsprobleme zu verallgemeinern auf ein Anfangswertproblem
fiir Vektoroptimierungsprobleme:

(t) = —q(z(t)), x(0) = zy. (AW PV)
Satz 6.0.4 Wir betrachten (VKGOP) und das zugehirige Anfangswertproblem
(AW PV') mit q(xo) # 0. Sei
Re, = {z € R"|hs(x) <, hy(zo)}

beschrinkt. Dann ezistiert eine eindeutige Losung x : [0,00) — R™ won
(AW PV') mit

hs(x(s)) >, hs(x(t)) und hs(z(s)) # hs(x(t)) fir alle 0 < s <t < oo.

BEWEIS : [12], Theorem 2.2 auf S. 214.

Die numerische Losung von (AW PV) fiihrt zu einem Punkt z* € R", der die
Bedingungen erster Ordnung fiir Pareto-optimale Losungen erfiillt. Da ¢ nicht
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stetig differenzierbar ist, miissen explizite numerische Verfahren verwendet wer-
den. Die Anwendung einer stochastischen Stérung auf (AW PV) fiihrt zu einer
Methode, bei der alle oder eine grofse Anzahl Pareto-optimaler Losungen appro-
ximiert werden.

Annahme C Es gibt ein € > 0 so dass

1+ ne?
2 q(z) 2 —— max{L, [|¢(2)[|2}

fir alle z € R"\{x € R"|||z|l2 < r} mit einem r > 0 gilt.

Seien (2", B(Q2™), W) der in Abschnitt 1.2 definierte Wahrscheinlichkeitsraum
und (27", B(Q2"), W™, (B;)¢>0) eine n-dimensionale Brownsche Bewegung.

Fiir die Losung von (VKGOP) untersuchen wir fiir ¢ > 0 und zp € R" die
folgende stochastische Integralgleichung:

Xi(w) = 29+ e(By(w) — By(w)) — /0 q( X7 (w))dr, (SIE),

wobei ¢ wie oben definiert sei und Annahme C erfiille. Die folgenden beiden Sétze
sind direkte Analoga der Sétze 3.2.1 und 3.2.2 aus Abschnitt 3.2.

Satz 6.0.5 Gegeben sei die Integralgleichung (SIE),. Fir alle xo € R™ und alle
e > 0, fir die Annahme C fiir q erfillt ist, erhalten wir

1. Es ezistiert ein eindeutiger stochastischer Prozess (Xi)io, der (SIE), lost.
2. Alle Pfade von (Xi)i>o sind stetig.
3. Xo =29
Sei sz,(w) : Q" — R,
- { inf{t > Of| X¢(w) — Z[l2 < p} falls {t = 0[|| Xi(w) — Z]l2 < p} # 0,

o0 sonst.

Satz 6.0.6 Gegeben sei (SIE), mit € > 0, so dass Annahme C fir q erfillt ist.
Dann gelten fiir jedes xo € R", jede Pareto-optimale Losung x € R™ und alle
p > 0 die folgenden Aussagen:

1. W'{w € Q"sz,5(w) < 00}) =1,
2. E(sz,) < 00, (E bezeichnet den Erwartungswert),

Satz 6.0.6 besagt, dass fiir jede Pareto-optimale Losung  W"-fast jeder Pfad von
(X¢)t>0 jede Kugel vom Radius p um 7 in endlicher Zeit trifft. Dariiberhinaus
ist der Erwartungswert von sz , endlich. Die numerisch Berechnung eines Pfades
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von (Xy)i>o erfolgt wie in Abschnitt 3.3 durch die Berechnung dreier Punkte
auf diesem Pfad. Da ¢ nicht stetig differenzierbar ist, muf jedoch ein explizites
numerisches Verfahren verwendet werden.

Nun betrachten wir (VGOP) mit der Zielfunktion f : S x R® — R™. Der
Algorithmus aus Kapitel 4 kann auf (VGOP) angewandt werden. Wir definieren
zu jedem ¢ € S die Funktion

fOR = R™ 2 f(i,1).

Dabei erfiille jedes f* Voraussetzung C. Weiter seien die Niveaumengen {z €
R™|f'(x) <, f'(zo)} fiir alle ¢ € S, x9 € R™ beschriinkt. Dies sind die anfangs
angekiindigten weiteren Voraussetzungen an f.

Seien ¢ € S, x € R™ und sei & eine Losung des folgenden quadratischen Optimie-
rungsproblems:

2 m

;>0 =1,...,m> ,a;=1p, (QOP(z));

j=1

min
aER™

>_ Vi)

wobei V f} den Gradienten der j-ten Komponente der Zielfunktion bezeichnet.
Mit diesem & definieren wir fiir ¢ € S die Funktion

m
¢ :R" - R" z— Z&ij;(x)
j=1
und mit ¢ die stochastische Integralgleichung

X,(w) = 20 + e(Bi(w) — Bo(w)) — /0 ¢ (X (w))dr.  (SIE)

Um (VGOP) zu lésen wird der Algorithmus aus Abschnitt 4.4 geeignet modifi-
ziert. Die Wahl des diskreten Parameters erfolgt genau wie im Fall der skalaren
Optimierung. Der kontinuierliche Parameter zu einem fest gewdhlten diskreten
Parameter ¢ € S wird mit (SIE), berechnet, indem ein Pfad der Losung von
(ST E)f] numerisch approximiert wird. Da ¢’ nicht stetig nach x differenzierbar
ist, mufs ein explizites numerisches Verfahren verwendet werden.

Wegen Satz 6.0.6 konnen wir mit Wahrscheinlichkeit eins mit endlich vielen In-
tegrationsschritten eine Kugel um den globalen Minimierer von (VGOP) vom
Radius p > 0 fiir beliebiges p erreichen. Es reicht sicherzustellen, dass fiir die
Integrationsschrittweite o gilt o > c fiir eine geeignete Konstante ¢ > 0. Somit
erhalten wir zu jedem diskreten Parameter ¢ € S nur endlich viele verschiedene
Zielfunktionswerte. Wie in Abschnitt 4.3 konnen wir einen diskreten stocha-
stischen Prozess definieren, der den eben skizzierten Algorithmus zur diskret-
kontinuierlichen Vektoroptimierung modelliert. Dieser Prozess ist im Sinne von
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Abschnitt 4.5 rekurrent. Wie dort folgt, dass der Algorithmus bei geniigend
langer Laufzeit mit Wahrscheinlichkeit eins das globale Optimum von (VGOP)
findet.
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